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رانندگی خودکار در محیط بزرگراه مبتنی بر یادگیری سیاست با 

 های یادگیری تقویتی توزیعی استفاده از روش
 

 ۲عبدالله امیرخانی               ۱مهدی ملائی
 

 ایران -تهران -علم و صنعت ایراندانشگاه  -مهندسی خودرودانشکده  -دانش آموخته کارشناسی ارشد -۱

 ایران -تهران - علم و صنعت ایراندانشگاه  -خودرودانشکده مهندسی  -استادیار -۲
amirkhani@iust.ac.ir 

به منظور رانندگی خودکار در  ناظرمبتنی بر یادگیری تقویتی جهت طراحی یک  یک روش یادگیری این مقاله به ارائه :چكیده

پردازد. با توجه به تصادفی بودن شرایط رانندگی در بزرگراه و همچنین درنظر گرفتن شرایط واقعی تر رانندگی، از  محیط بزرگراه می

دگی های رانن مزایای یادگیری تقویتی توزیعی عمیق بهره گرفته شده است. در این مقاله برای اولین بار جهت یادگیری سیاست

پیشنهاد شده است.  (IQN)  شبكه کمی ضمنی و (FQF) تابع کمی تمام پارامتری شده های یادگیری تقویتی توزیعی استفاده از روش

منظور استفاده از ترکیب دو نوع داده، ه و ترکیب آن دو پیشنهاد شده است. بلیدار های دوربین،  استفاده از داده ،برای آموزش عامل

 های پیشنهاد شده، از شبیه ساز رانندگی در بزرگراه ارزیابی روشهمچنین برای را به خدمت گرفته ایم. رودی ساختار شبكه چند و

های  تحقق خودرو خودران در شبیه ساز مورد نظر به کمک سیستم شده است.استفاده  توسعه یافته است، Unityکه در نرم افزار 

ارزیابی عامل براساس یادگیری سیاست رانندگی که قادر به انتخاب عمل صحیح  افزون بر این، کمک راننده صورت پذیرفته است.

تغییرات سرعت و تغییرات لاین را برای معیار ها دو  ارزیابی بهتر روشدر راستای انجام شده است.  نیز برای هدایت خودور باشد

عمیق  Qشبكه  ،(DQN) عمیق Qشبكه  هایی نظیر ایم. نتایج بدست آمده از مقاله با روش یادگیری سیاست رانندگی بررسی کرده

های  که پیش تر ارائه شده بود مقایسه گردید. نتایج بدست آمده نشان دهنده آن است که الگوریتم (QR-DQN)رگرسیون کمی 

عملكرد بهتری نسبت به  FQFهای مناسب رانندگی در محیط بزرگراه را دارند. همچنین روش  پیشنهادی توانایی یادگیری سیاست

IQN دهد. اند از خود نشان می هایی که در گذشته پیاده سازی شده و سایر روش 

 ‫‫‫‫‫‫های کمک راننده  یادگیری تقویتی توزیعی، خودرو خودران، سیستم: کلیدی های‫واژه

 

 پژوهشینوع مقاله: 
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 عبدالله امیرخانیدکتر  ی مسئول:نام نویسنده

خودرو مهندسی دانشکده – دانشگاه علم و صنعت ایران - خیابان دانشگاه - خیابان هنگام - میدان رسالت -تهران  ی مسئول:نشانی نویسنده
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 222-209صفحه  -1401تابستان  –شماره دوم  -سال نوزدهم -ن برق و الکترونيک ايرانمجله انجمن مهندسي 

محیط بزرگراه مبتنی بر .../ ملائی و همکارانرانندگی خودکار در 

 مقدمه -۱

 عوامل تاثیر گذارتریناشتباهات انسانی در رانندگی، همواره یکی از 

ای بوده است. به همین دلیل در چند  در تصادفات و سوانح جاده موجود

پژوهشگران و صنایع خودروسازی جهت  و مطالعات دهه اخیر، توجه

های کمک  کاهش و یا رفع این اشتباهات به اوج خود رسید. سیستم

ها  . این سیستم[۱] هستند  قیق و توسعه در این حوزهراننده نتیجه تح

با هدف کمک رسانی در شرایط خاص و بحرانی طراحی و ساخته 

و  حسگرهاهای کمک راننده با اطلاعاتی که از  شوند. سیستم می

گاهی از طریق اعلان خطر و گاهی با مداخله   آورند بدست می ها دوربین

و تصمیم گیری مستقیم موجب کاهش تصادفات در رانندگی و یا به 

های کمک راننده  شوند. بسیاری از سیستم حداقل رساندن خسارات می

از  که شوند ها به کار گرفته می در حال حاضر تجاری شده و در خودرو

کروز کنترل ، (۱ABS)یستم ترمز ضد قفل ستوان به  آن جمله می

د ها اشاره کر و مشابه این (، سیستم حفظ لاین حرکت۲ACCتطبیقی )

[4-۲.]

های کمک راننده با توجه به شرایط  پیاده سازی و اجرای سیستم

های یادگیری هستند که کاری زمان بر و  ها نیازمند روش واقعی جاده

گیری این سیستم ها در کنار هم نیز دشوار است. از سویی دیگر به کار 

های خودران  تواند منجر به تحقق یک خودرو خودران شود. خودرو می

همواره به عنوان یکی از مهم ترین عوامل در بهبود ایمنی در حمل و 

و بهینه سازی مصرف  [6] های ترافیکی ، کاهش محدودیت[5] نقل

های کمک  یستمها نسبت به س شوند. این خودرو یاد می [7] انرژی

های یادگیری با سطوح بالاتر جهت تصمیم  راننده نیازمند روش

ای مختلف هستند. از این رو پیاده  تر در شرایط جاده های پیچیده گیری

. در این مقاله به ارائه [۸] برد ها از دشواری بیشتری رنج می سازی آن

های یادگیری تقویتی عمیق جهت کنترل یک وسیله  ش برخی از رو

های کمک راننده تجاری شده و موجود در  نقلیه با استفاده از سیستم

ها نظیر سیستم کروز کنترل و سیستم کنترل تغییر لاین در  خودرو

 .ایم محیط بزرگراه پرداخته

یادگیری تقویتی در کنار یادگیری تحت نظارت و یادگیری غیر 

روش  نظارتی، یکی از الگوهای اساسی در یادگیری ماشین است. این

یادگیری مبتنی بر تعامل عامل با محیطی که در آن قرار دارد صورت 

 پردازشگیرد و اقدامات در آن بصورت پی در پی و بر اساس  می

و با ملاک پاداش و مجازات انجام  (3MDP) تصمیم گیری مارکوف

. هدف در یادگیری تقویتی این است که عامل با توجه به [9] شود می

قرار دارد به روش آزمون و خطا  سعی در حل یک محیطی که در آن 

مسئله داشته باشد با این منظور که میزان پاداشی که به آن تعلق 

تقویتی عمیق، با ادغام  یادگیری. [۱۱، ۱0] گیرد بیشینه شود می

شود که یکی از موثرترین  یادگیری تقویتی و یادگیری عمیق ایجاد می

ین روش به یادگیری انسان های یادگیری و همچنین شبیه تر روش

های صورت پذیرفته  و پیشرفت . یادگیری تقویتی عمیق[۱3، ۱۲] است

های اخیر به خود جلب کرده  توجهات زیادی را در سال در این حوزه،

های  های مختلف نظیر بازی است و بصورت چشم گیری در زمینه

 و [۱9، ۱۸] ، رباتیک[۱7، ۱6حفظ سلامت ]، [۱5، ۱4] ای رایانه

تاکنون به کار گرفته شده است. با همه این  [۲۱، ۲0] پردازش تصویر

های یادگیری تقویتی عمیق در حالت کلی در  توصیفات، الگوریتم

هایی که اثری از احتمال و تصادف حضور دارد چندان خوب  محیط

کند. زیرا در این روش یادگیری میزان پاداشی که به یک  عمل نمی

است درحالیکه شرایط  معینمقداری  شود عمل تخصیص داده می

. برای حل [۲۲] محیط عامل یک محیط تصادفی و احتمالاتی است

های یادگیری تقویتی توزیعی ارائه شدند. این  این مشکل الگوریتم

شود را  ص داده مییها پاداشی که به یک عمل آینده تخص الگوریتم

فضای  ظ کردنلحاگیرند. بنابراین امکان  بصورت یک توزیع در نظر می

 . [۲3] شود می فراهماحتمالی و تصادفی در این الگوریتم 

به منظور شبیه سازی حرکت یک خودرو در ما در این مقاله، 

[ استفاده کردیم. در این ۲4از شبیه ساز ارائه شده در ]  محیط بزرگراه،

حرکت است و هدف از حال شبیه ساز، خودرو در محیط بزرگراه در 

فرآیند آموزش این است که خودرو مسافت بزرگراه را با سرعت مناسب 

یعنی زمان کمتر طی کند و همچنین به منظور حفظ رفاه سرنشینان و 

ایمنی، کمترین میزان تغییرات لاین را نیز داشته باشد. جهت تحقق 

ای  های کمک راننده یک خودرو خودران در این شبیه ساز از سیستم

، ACCشود نظیر  ها به کار گرفته می که بصورت تجاری در خودرو

( استفاده 4AEBترمز اضطراری خودکار ) وسیستم حفظ لاین حرکت 

، به منظور تقویت نامبردههای  شده است. همچنین علاوه بر سیستم

ادراک از محیط اطراف یک دوربین در جلو و نیز یک لیدار در خودرو 

وجه به اینکه اتفاقات در محیط بزرگراه بصورت تعبیه شده است. با ت

دهند فرآیند آموزش و ارزیابی عامل به  تصادفی و احتمالاتی رخ می

پذیرد. بدین  کمک الگوریتم یادگیری تقویتی توزیعی عمیق انجام می

های موجود در این حوزه به کار گرفته شده است.  منظور برخی از روش

رت است که بجای تنظیم میزان روش کنترل خودرو نیز به این صو

، از در طول بزرگراه سرعت و تغییر درجه چرخ به کمک فرمان

جهت   ACCهای حفظ لاین حرکت، تغییر لاین حرکت و  حالت

استفاده شده است. همچنین با استفاده از  خودرو تنظیم شتاب

ها و ترکیبشان با  های یادگیری عمیق جهت فشرده سازی داده روش

از تصاویر دوربین موجود در جلوی خودرو و اطلاعات هم که حاصل 

ای چند ورودی نیز طراحی شده است.  لیدار است، ساختار شبکه

مرور ادبیات -۲

مطالعات در حووزه کنتورل وسوایل نقلیوه بوه دو دسوته کلوی تقسویم

هوای کلاسویک و دسوته دوم      [. دسته اول کنتورل بوا روش  ۸گردد ] می

های اخیر  دگیری ماشین است. در سالهای یا کنترل به کمک الگوریتم

هوای خوودران بوه     یادگیری ماشین توجهات زیادی را در حوزه خوودرو 

خووود جلووب کوورده اسووت. یووادگیری تقووویتی یکووی از مهووم توورین و   
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 رانندگی خودکار در محیط بزرگراه مبتنی بر .../ ملائی و همکاران

 

هوا کواربرد دارد    هایی است که در زمینوه کنتورل آن   ترین روش شاخص

له نقلیوه  با رفتار غیر طبیعی یک وسوی [. با توجه به این موضوع که ۲5]

رفتار سایر خودروهوا نیوز بصوورت غیرقابول     حین رانندگی ممکن است 

یک تابع پواداش پویش گویانوه بور اسواس       [۲6در ]آید،  پیش بینی در 

شده اسوت  خطای پیش بینی یک شبکه عمیق پیش بینی کننده ارائه 

 که قادر به مدل کردن گذر محیط اطراف است.

هووای موجووود در  چووالشبووا توجووه بووه  6موسوویو  5وراس[ ۲7در ]

های حمل و نقل هوشمند، به مطالعه کاربرد یادگیری عمیق در  سیستم

هوای یوادگیری عمیوق     ها پرداختند. با توجه به این واقعیت که مدل آن

هوا موفوق شودند بوه کموک       نقشی مهم در یادگیری تقویتی دارنود آن 

های معموول در زمینوه    های عصبی مصنوعی غیر خطی بر چالش شبکه

 مرجوع در  های مبتنی بر داده حمل و نقل هوشمند غلبه کننود.  بردکار

با استفاده از چهارچوب کنترل پشت به پشت موفوق   نویسندگان [۲۸]

( با اسوتفاده از یوادگیری   7CNNبه آموزش یک شبکه عصبی پیچشی )

تحت نظارت شدند که قادر به یادگیری سیاست هدایت فرمان بوود. بوا   

در مرجع  قادر بود تا با حفظ لاین تطبیق یابد. ها تنها این حال مدل آن

مسئله رانندگی خوودران بوه مسوائل تشوخیص      تجزیهبه منظور [ ۲9]

 شود کوه در آن  ارائوه   CNNخودرو، تشخیص لاین روشوی مبتنوی بور    

کمک یک دیتاست بزرگراه دنیوای واقعوی موورد    به سیستم پیشنهادی 

بوورای سووناریو راننوودگی بووا زمووان طووولانی،  .گرفووت موویارزیووابی قوورار 

[ از مزایای یادگیری تقویتی بهره گرفتند. همچنوین از  30] نویسندگان

های گرادیان سیاست به منظوور حفوظ مسویر ایجواد شوده بهوره        روش

به نویسوندگان  [3۱] مرجوع  در گرفتند که قادر به تضمین ایمنوی بوود.  

هوای   استفاده از شبکه های رانندگی چند بعدی با منظور بهبود سیاست

Q  .بوه    ، یک تابع پاداش را به چند تابع پاداش تجزیوه کردنود

عمول  -منظور دسترسی به احتمال رسیدن به هدف در هور زوج حالوت  

قادر ارائه شده   . روشارائه شداز یک چک کننده مدل احتمالی استفاده 

بوه   بود تا با تعریوف یوک آسوتانه توسوط کواربر روی احتموال، موفوق       

 شناسایی عمل ایمن شود. 

عمیق و  Qبا بهره گیری از مزایای شبکه [ 33مرجع ]نویسندگان 

( جهت مشخص کردن مقودار  ۸DDACنقد کننده عمل قطعی عمیق )

مناسب ترموز، شوتاب و زاویوه فرموان توانسوتند در آمووزش الگووریتم        

هوا بورای کنتورل سوطح      یادگیری تقویتی موفق باشند. اگرچه روش آن

پایین یک خودرو خودران مناسب بود اما در تضمین ایمنوی آن موفوق   

روشوی مبتنوی بور ادغوام      ] نبودند. برای حل مشکل ذکر شوده 

توانستند روشی نویسندگان . شدیادگیری تقویتی و رشته پتانسیل ارائه 

برای رانندگی پیشنهاد کنند که در آن فرآیند یادگیری رانندگی عامول  

( در 9DDPGاده از روش گرادیان سیاست قطعوی عمیوق )  ابتدا با استف

شد. سپس بعد از ایون مرحلوه و اینکوه     یک محیط بدون مانع انجام می

عامل موفق بوه یوادگیری راننودگی در یوک محویط بودون موانع شود،         

پتانسیل رفع مانع ایجاد شده و تحت یک سیاستی بورای جلووگیری از   

 شود. برخورد به عامل افزوده می

گیری زاویه فرمان و مقدار شتاب با هودف جلووگیری از   جهت یاد

پیشونهاد   DDPG[ روشی بوا اعموال   35] نویسندگان برخورد با موانع

[، یک رویکرد کنترلی جهوت آمووزش چگوونگی    36در مرجع ] کردند.

موورد مطالعوه قورار گرفوت. رویکورد      خوودران  رانندگی به یک خوودرو  

DQFEعمیق با تجریبات فیلتور شوده )   Qپیشنهادی یادگیری 
( نوام  ۱0

جمع آوری شده توسط دوربین  RGB[، به کمک تصاویر 37در ]دارد. 

 CARLAخودرو، روش های یادگیری تقویتی در شبیه سواز ترافیکوی   

[، 3۸در مرجووع ]همچنووین مووورد تجزیووه و تحلیوول قوورار گرفتنوود.   

پیشونهاد  یک رویکرد یادگیری تقویتی عمیق چنود عاملوه   نویسندگان 

گیرنود   کردند. در این مطالعه وسایل نقلیه خودران با هماهنگی یاد موی 

 که چگونه بتوانند در سناریو بزرگراه رفتار کنند.

 یادگیری تقویتی توزیعی -3

الگوریتم یادگیری تقویتی در حالت کلی به بررسی تعامل یک عامل با 

ه مجموع ای است ک پردازد و هدف آن یادگیری عامل به گونه محیط می

[. انواع ۲۲آورد بیشینه شود ] هایش بدست می پاداشی که به ازای عمل

شوند که  های یادگیری تقویتی به سه دسته کلی تقسیم می روش

نقد  -3مبتنی بر سیاست  -۲مبتنی بر مقدار  -۱[: 39عبارتند از ]

عمل. دسته اول تلاش بر مدلسازی امید بازگشت کل دارد. ابتدا در آن 

مقدار تصادفی انتخاب شده و هر مرحله تابع مقدار جدید به  یک تابع

گیرد و این روند تا زمانیکه به یک مقدار بهینه دست یابد ادامه  خود می

ای از  [. در رویکرد دوم، هدف یادگیری مجموعه۲۲باید ] می

شود تا از نظر  پارامترهاست به جای فضای حالت، همین امر سبب می

بهتر باشد زیرا از تشکیل مدل پردازش حافظه و حجم محاسبات 

در دسته سوم،  [.40کند ] ( و تابع مقدار اجنتاب می۱۱MDMمارکوف )

ها را انتخاب کرده و یک شبکه  یک شبکه عصبی عمل کننده حالت

[. این روش از خواص 4۱کند ] عصبی نقاد مقادیر را پیش بینی می

ا استفاده از برد. در این مقاله رویکرد م هردو روش قبل بهره می

 یادگیری تقویتی مبتنی بر مقدار است. 

ها در این حوزه مبتنی بر رویکرد پیش بینی کمیت  یکی از چالش

مقدار به میانگین مجموع  در واقع، شود. است که به عنوان مقدار یاد می

شود که از ابتدای آموزش تا پایان اپیزودی  پاداش کاسته شده گفته می

گیرد. همانطور کوه اشواره    مورد بررسی قرار میکه در حال انجام است 

تعوداد   وجوود دارد ایون اسوت کوه اگور      ایون روش  در شد، چالشی که

[. از سویی دیگر ۲۲شود ] میتابع مقدار غیرخطی  ،ها افزایش یابد حالت

شرایط رانندگی در محیط بزرگراه یک وضعیت کاملا تصادفی است و از 

اختصواص یوک    هموین دلیول    عدم قطعیت بالایی برخوردار است. بوه 

[. از ۲4کار دشواری اسوت ] مرتبط با یک عمل  پاداش اسکالر به مقدار

این رو به سراغ الگوریتم یادگیری تقوویتی تووزیعی رفتویم کوه امکوان      

 تخمین زدن میزان پاداش آینده بصورت یک توزیع را داشته باشد.
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 محیط بزرگراه مبتنی بر .../ ملائی و همکارانرانندگی خودکار در 

 

 

 (۱۲DQNعمیق ) Qشبكه  -3-۱

های قبل برخی از مفاهیم یادگیری تقوویتی بیوان و برخوی از     در بخش

هوا   مزیای آن معرفی شد. با این وجود، وقتی که افوزایش تعوداد حالوت   

برای ظرفیت حافظه مشکل ساز شود، چندان موثر نیست. علاوه بر این 

های پیوسته سر و کار دارد نوه گسسوته    در دنیای واقعی عامل با حالت

هوا و   سائل کنترل پیوسته است. با توجه بوه تعوداد حالوت   که نیازمند م

شود کوه عامول در آن    کنترل پیوسته که موجب پیچیدگی محیطی می

یوادگیری   Qکند، یک شبکه عصوبی عمیوق بجوای جودول      فعالیت می

[. در 4۲هوا دارد ]  ها به عمول  گیرد که نگاشتی از حالت تقویتی قرار می

DQN   ری شوبکه و یوادگیری در طوول    انتخاب هایپر پارامترهوا، معموا

امکوان جسوتجو و     DQNپوذیرد. همچنوین    فرآیند آموزش صورت می

کنود کوه موجوب     های بدون ساختار را فراهم می کسب دانش از محیط

 [.43شود ] رفتار در سطح انسان می

بعنوان مشاهده درنظور گرفتوه    DQNهای تصویردر روش  پیکسل

ی عمیوق اعموال شوده و    ها به یوک شوبکه عصوب    شوند. این پیسکل می

آیود. همچنوین بوا روش     متناسب برای هر عمل بدسوت موی   Qمقادیر 

-greedy   شوود. بوا انتخواب یوک عمول،       عمل مناسب انتخواب موی

. در نتیجه ایون  [4۲]شود  مشاهده و پاداش مرحله بعد نیز مشخص می

شووند کوه بصوورت     مقادیر بعنوان تجربه شخصی در حافظه ذخیره می

(O ,A ,R ,O )t t t t+1 شود که  به ترتیب نشوان دهنوده    نشان داده می

 DQNباشوند. در   مشاهده، عمل، پاداش آینوده و مشواهده آینوده موی    

بع اختلاف میان هدف و براساس یادگیری نظارتی، تابع زیان بصورت مر

شود. همچنین با توجه به گذر عامل از  مقدار پیش بینی شده تعیین می

دهود و پاداشوی کوه     یک حالت به حالت بعدی و عملی کوه انجوام موی   

هوای شوبکه بوا هودف      کند، به روز رسانی وزن متناسب با آن کسب می

شود. برای محاسبه مقودار پویش بینوی شوده و      کاهش زیان، انجام می

جداگانه اسوتفاده   Qمقدار هدف، در طول فرآیند یادگیری از دو شبکه 

هودف نامیوده    Qمحلوی و دیگوری شوبکه     Qشود که یکی شوبکه   می

 شود. ( تعریف می۱بصورت رابطه ) DQN. تابع زیان در [43]شود  می

 

(۱)   2

1 1( ) (( max , ; ( , ; ))t t t t tL R Q O A Q O A   

    

 

پارامتر شبکه عصبی  θ-پارامتر شبکه عصبی و  θکه در رابطه بالا، 

شود که میزان مجموع مورد  عامل تنزیل نامیده می، هدف است. 

 انتظار پاداش آینده در نظر گرفته شده را نشان می دهد.

۱3عمیق دوتایی Qشبكه  رقابت 

در  بیش برآورد کردنبه مشکل  عمیق دوتایی Qشبکه  تمیالگور

DQN نهیشیاز حضور مقدار ب یکه ناش پردازد یم Q یحالت بعد یبرا 

 ریمقاد یرو ممی. عملگر ماکز[44]است  Q یادگیریی در به روز رسان

Q که ممکن است منجر به عملکرد  شود یرا موجب م اسیبا ینگیشیب

 مشابه هدف Qمقدار  کیخاص شود.  یها طینامناسب عامل در مح

 :دیریرا در نظر بگ (۲) رابطه

 

(۲) * *

~( , ) [ max ( , ) | , ]s aQ s a E r Q s a s a  
   

 

بطور تلویحی تخمین بیشینه گرفتن بیشینه مقادیر بیش برآورد شده 

مقدار است. همین بیش برآورد موجب بیشینه بایاس در یادگیری 

 Q[. راه حل این مشکل استفاده از دو تخمین زن مقدار 44شود ] می

است که جدا از هم هستند و برای به روز رسانی یکدیگر به کار گرفته 

  ین مقادیرتوان تخم های جداگانه می شوند. با کمک این تخمین زن می

Q های مخالف را بدون بایاس  های انتخاب شده توسط تخمین زن عمل

توان از بیشینگی بایاس به کمک جداکردن به روز  کرد. بنابراین می

دوتایی برای  DQN[. 45رسانی از تخمین بایاس شده، اجتناب کرد ]

 کند. ( استفاده می3هدف از معادله ) Qمشخص کردن مقدار 

 

(3) * *

~( , ) [ max ( , ) | , ]s aQ s a E r Q s a s a  
   

 

و  θtکه 
-θ  ،نشان دهنده پارامترهای شبکه اولیه و هدف به ترتیب

هستند. همانطور که مشخص است عمل بهینه از طریق  tدر لحظه 

به کمک  Qشبکه اولیه انتخاب شده و فرآیند ارزیابی و تخمین مقدار 

( نمایش داده 4پذیرد که بصورت رابطه ) شبکه هدف صورت می

 شود. می

 

(4) * *

arg 1 1 1( , ; ) , arg max ( , ; )t et t t t t tQ r Q s a a Q s a  

     

و ارزیابی  ها با انجام این دو کار بصورت هم زمان فرآیند انتخاب عمل

 .[45] پذیرد های متفاوت صورت می ها توسط شبکه آن

 باید دو تخمین متفاوت وجود دارد، اولا DQNدر روش دوئل 

حالتی که عامل در آن قرار دارد چقدر خوب است  بررسی شود

عمل انجام شده در یک حالت  ثانیا)تخمین مقدار حالت داده شده( و 

. بنابراین [39]چقدر خوب است )تخمین مزیت عمل در یک حالت( 

Q(s,a) توان به دو مولفه  را میV(s)  وA(s,a)  به تجزیه کرد که

و مزیت عمل انجام  sنشان دهنده ارزش قرار داشتن در حالت ترتیب 

 پس خواهیم داشت: .است sدر حالت  aشده 

 

(5) ( , ) ( ) ( , )Q s a V s A s a  
 

این دو جریان را به کمک یک لایه تجمیع برای ایجاد تخمین مقادیر 

Q  هر عملa  در حالتs توان به کمک  کنیم. نتیجتاً می ترکیب می

تر شدن به مقدار  را به منظور نزدیک Qدوتایی این مقادیر  DQNروش 

ی مقدار و مزیت، شبکه مقدار تخمین هدف آموزش داد. با جداساز
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 رانندگی خودکار در محیط بزرگراه مبتنی بر .../ ملائی و همکاران

 

آورد و عمل فرآیند یادگیری  ها بدست می دقیق تری از مقدار و مزیت

 [. 46یابد ] بهبود می

 C51

های یادگیری تقویتی توزیعی مبتنی بر  همانطور که گفته شد روش

 C51مقدار سعی در مدل کردن انتظار کل بازگشت دارد. الگوریتم 

که  ۲0۱7ری تقویتی توزیعی است در سال های یادگی یکی از روش

[. این الگوریتم در ابتدا یک 47و همکارانش ارائه شد ] ۱4توسط  بلمار

 klگام تصویر ابتکاری را اجرا کرده و سپس عمل کمینه کردن واگرایی 

دهد و در  میان تخمین و به روزرسانی بلمن تصویر شده را انجام می

 C51دهد.  در  نهایت احتمال توزیع را به عنوان خروجی تحویل می

احتمال بازگشت بین دو مجموعه گسسته از مقادیر ثابت محدود است 

دهد  و احتمال هر مقدار از طریق تعاملی که عامل با محیط انجام می

 . [4۸]ود ش یاد گرفته می

ها  دهنده ساپورت نشان C51نقاط روی محور افقی توزیع در 

دهند.  هستند که همان مجموع پاداش مورد انتظار آینده را نشان می

همچنین نقاط روی محور عمودی نشان دهنده میزان احتمال برای هر 

 شود ( محاسبه می6ساپورت است. مقدار ساپورت به کمک رابطه )

[47]: 

 

(6) max min:
1

V V
z

N


 


 

 

مقدار است کمینه و بیشینه نشان دهنده میزان  Vmaxو  Vminکه 

باشد. همانطور که مشخص است  نیز تعداد ساپورت می Nو همچنین 

مقدار ساپورت در این روش یک مقدار ثابت است و بصورت زیر بدست 

 :[47] آید می
 

(7) 
min , 0,...,iz V i z for i N    

 

ها است. مقادیر  خروجی شبکه، احتمال هر ساپورت به ازای همه عمل

Q  [47] شود بصورت زیر محاسبه می: 

 

(۸) 
1 11

( , ) ( , )
N

t i i ti
Q s a z p s a 

 

 

، اینجا نیز از تجربیات گذشته و روش شبکه DQNمشابه روش 

شود. شبکه توزیع را به عنوان خروجی پیش بینی  هدف استفاده می

کند در نتیجه هدف آموزش نیز باید یک توزیع بدست آید نه یک  می

رت زیر [. بنابراین به روز رسانی بلمن برای هر ساپورت بصو47اسکالر ]

 شود: انجام می

 

(9) max

min
[ ] , 1,...,

V

i t t i Vz r z i N    

 

TZi
 نشان دهنده به روز رسانی بلمن است. 

TZiپس از محاسبه به روز رسانی بلمن، تصویر از 
به ساپورت  

Zi شود. بنابراین احتمال توزیع هدف با توجه به هر ساپورت  انجام می

به کمک زیان آنتروپی متقاطع  C51آید. در نهایت زیان  بدست می

 .[4۸] شود بصورت زیر محاسبه می

 

(۱0) log ( , )i i t ti
m p s a 

 

mi  نشان دهنده هر ساپورت است به ازایi=1,...,N. 

 Q( ۱5عمیق رگرسیون کمیQR-DQN )

QR-DQN  از این جهت باC51  تفاوت دارد که مقادیر کمی را

. این روش به کمک رگرسیون کمی، [49]گیرد  بصورت مستقیم یاد می

کند.  بازگشت کمی را در کسرهای کمی یکنواخت و ثابت محاسبه می

همچنین موجب کمینه شدن زیان هابر میان توزیع به روز شده بلمن و 

نیز مقدار  C51 ،QR-DQNشود. مشابه روش  توزیع بازگشت فعلی می

زند و  های ثابت شده تقریب می یا احتمال تابع کمی را در مکان

همچنین به جای تخمین یک اسکالر برای هر زوج حالت و عمل یک 

باید  گیرد. با داشتن توزیع، سیاست بهبود می توزیع مقادیر در نظر می

 نسبت به حالتی که تنها میانگین مقادیر را داشته باشیم. 

شود  کان ثابت برای مقدار توزیع در نظر گرفته میم C51 ،5۱در 

 QR-DQNشود درحالیکه در روش  و احتمالات این نقاط یادگرفته می

 [.50شود ] جابجا می با درنظر گرفتن احتمالات ثابت، این پارامترسازی

 QR-DQNبه  A*Nبه  DQNهای خروجی در  با تغییر تعداد لایه

یک هایپر پارامتری است که تعداد مقادیر  Nشویم، که  تر می نزدیک

 فضای عمل است. A دهد و کمی هدف را می

 

(۱۱) 
1

1
( , ) : ( , )

i

N

i

Z x a x a
N

 


 
 

 

Zθ  مقدارQ  معین است. همچنین با تغییر تابع زیان با زیان هوبر

شود. بنابراین با اعمال این تغییرات و با  حاصل می QR-DQNکمی، 

( بدست ۱3( و )۱۲در زیان هوبر کمی روابط ) kدر نظر گرفتن آستانه 

 [.49خواهد آمد ]

 

(۱۲) 
1

[ ( ( , ))]
i

N
k

j j i t t

i

E T O A  



 

 

(۱3) 
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 

2

0
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1

2
( )

1
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u

u if u k

u

k u k otherwise
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

 






 

 
    
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و  مرکز مقادیر توزیع شده تجمیعی  ،عیتوز ساپورت θ روابط بالادر 

uندشو یمحاسبه م (۱5( و )۱4معادلات )است که از  ، تفاضل زمانی 

[49]. 

 

(۱4) ( , )j iu T s a   

 

(۱5) 2( 1) 1
, 1,...,

2
i

i
i N

N


 
  

 (۱6IQNهای کمی ضمنی ) شبكه 

همانطور که در مباحث قبل توضیح داده شد هدف یادگیری توزیعی 

های تصادفی است که عامل از محیط خود  آموختن توزیع بازگشت

، DQNهای معمول یادگیری تقویتی نظیر  کند. الگوریتم دریافت می

بجای یادگیری توزیع مقدار، میانگین در کل توزیع را بصورت مستقیم 

بهبودهایی را از خود   DQNنسبت به  C51زنند. الگوریتم  تخمین می

[. به منظور بهبود 5۱برد ] ها رنج می نشان داد اما از برخی از محدودیت

ارائه شد. در این روش از  QR-DQN، الگوریتم C51های  محدودیت

شود.  کمی برای کمینه کردن معیار واسرشتاین استفاده می رگرسیون

ارائه شده است که  QR-DQNبا توجه به ایده  IQNالگوریتم 

 [. 5۲بهبودهای قابل توجهی هم داشته است ]

وجود دارد که  QR-DQNو   IQNدو تفاوت میان الگوریتم

یکنواخت( را از طریق برخی )توزیع  مقادیر  IQN  -۱عبارتند از: 

نمونه برداری  -۲زند، بطور مثال شبکه عصبی  توابع تفاضلی تخمین می

 Z[. با تقریب تابع کمی 5۱های مستقل پیوسته ] توزیع متفاوت از 

 داریم:

 

(۱6) ( , ) ( ( ), ( ))aZ s a f s    

 
 کند،  ها را رمز گذاری می ای است که حالت لایه  تقریب مقادیر

  و ، عضو به عضوحاصل ضرب  fاست و  نمونه برداری شده از 

   است یعنی(𝜓 ⊙ 𝜙).  برای( )  [5۱] داریم: 

 

(۱7) 1

0
( ) : ReLU( cos( ) )

n

j ij ji
i b    




  

 

w  وb های شبکه هستند. پارامتر 

دهد که براساس سیاست  عمل را نشان می-رابطه زیر تابع مقدار

  و عملa  در حالتs شود. مشخص می 

 

(۱۸) ( , ) [ | , ]t t tQ s a E G S s A a    

 

شود و از طریق رابطه زیر  مشخص می بوسیله  IQNدر  Qتابع 

 :[5۱] آید بدست می

 

(۱9) 
~ ([0,1])

1

1
( , ; ) [ ( , ; )] ( , ; )

i

N

U

i

Q s a E Z s a Z s a
N

    


  
 

 

Z(s,aای از توزیع بازگشت  این الگوریتم با گرفتن نمونه ;θ) ،

کند. نتایج بدست آمده در  عمل را از طریق رابطه بالا پیدا می-مقدار

نسبت به   Atari-57های  [ نشان از بهبود عملکرد در بازی5۱]

( تفاوت میان ۱. شکل )داردهایی که پیش تر توضیح داده شد،  روش

 دهد. را نشان می DQNو  IQNالگوریتم 

 ( ۱7FQFتابع کمی تمام پارامتری شده ) 

اگر تعداد مقادیر کمی و ظرفیت شبکه به بی نهایت   IQNدر الگوریتم 

شبکه قادر به تخمین تابع کمی خواهد بود. اما این موضوع   میل کند،

ها باید برای تعداد محدودی  در عمل ممکن نیست ازین رو کارایی نمونه

 IQN[. از آنجا که در 53از کسرهای کمی مورد بررسی قرار گیرد ]

نمونه برداری معمولا بجای یادگیری تابع کمی تقریبی به یادگیری  

 پردازد بنابراین احتمالات نمونه برداری لزوماً شبکه کمی تلویحی می

شود. از  منجر به تخمین بهتر تابع کمی نسبت به احتمالات ثابت نمی

، کسرهای کمی و مقادیر کمی مربوطه بر FQFاین رو در الگوریتم 

شامل  FQFشوند.  پارامتری می QR-DQNو  IQNهای  خلاف روش

-که برای هر زوج عملشبکه پیشنهادی کسر  -۱  شود: دو شبکه می

شبکه مقدار  -۲کند،  ای از کسرهای کمی ایجاد می حالت مجموعه

 [.53دهد ] کمی که احتمالات را به مقادیر کمی نگاشت می

با ایجاد کسرهای کمی توسط شبکه پیشنهادی کسر، امکان 

شود. همچنین کسرهای خود  یادگیری مقدار شبکه کمی فراهم می

، به FQFشوند. در  مین توزیع واقعی میتنظیم شده موجب بهبود تخ

 Nمقدار کمی قابل تنظیم برای  Nمنظور پیش بینی کسر کمی، 

شود. در این روش توزیع بازگشت به  کسر قابل تنظیم تخمین زده می

 :[53] شود تابع ضربه تخمین زده می Nکمک ترکیب وزن داری از 

 

(۲0) 1

1 ( , )0
( , ) : ( )

i

N

i i s ai
Z s a   




  

 

z ضربه در δzکه در آن  R  وτ ,. . . , τi N -1 ،N کسر قابل  1-

 دهد.   تنظیم را نشان می

شبکه پیشنهادی کسر از طریق کمینه کردن فاصله واسرشتین 

  بیند. شبکه مقدار کمی میان مقدار واقعی و تخمینی توزیع آموزش می

 IQNشود مشابه آنچه که در  نیز از طریق زیان هوبر کمی ساخته می

( محاسبه ۲۱به کمک رابطه )  FQFدر روش  Qداشتیم. نهایتاً مقادیر 

 گردد. می

 

(۲۱) 
2

1 1

1 ,0
ˆ( , ) ( ) ( )

N

i i Z ii
Q s a F   

 


  
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 رانندگی خودکار در محیط بزرگراه مبتنی بر .../ ملائی و همکاران

 

 
 IQNو  DQN(: تفاوت میان الگوریتم ۱شكل )

1F-که 
Z,w2

 است.  w2واقعی با پارامتر  نشان دهنده تابع کمی 

1F-معکوس تابع توزیع تجمعی، 
Z

شود که  ، بصورت زیر تعریف می

 [:53کمی است ] همان تابع

(۲۲) 1( ) : { : ( )}Z ZF p inf x R p F z    

 

p .نشان دهنده کسر کمی است 

 [:53نیز داریم ] ̂( برای ۲۱در رابطه )
 

(۲3) 1ˆ
2

i i
i

 
 
 

 

τکه  τو  01= =1N. 
 

 تعریف مسئله -4

اسوت کوه    یچارچوب محاسوبات  ک( یMDPپردازش تصمیم مارکوف )

 تاپول  کیو بووده و از   یتیتقوو  یریادگیو قادر به حل مسوائل در حووزه   

<S,A,T,R,γ> شده است که  لیتشکS, A,T,R,γ نشوان   بیو به ترت

، تابع پاداش و یک مدل گذرها،  ها، مجموعه عمل دهنده مجموعه حالت

اسوت. بوا    MDPاز  یا خلاصوه  (۲شوکل ) . [54] باشد یم عامل تنزیل

در لحظات متفاوت بوا هوم در تعامول قورار      طیتوجه به آن عامل و مح

 طیرا دربواره حالوت محو    یدارند، در هر لحظه از زموان عامول اطلاعوات   

بوه   نیهمچن کند یرا انتخاب م یعمل کیو براساس آن  آورد یبدست م

  MDP. هودف  کنود  یافت مو یرا در پاداش دهد یکه انجام م یعمل یازا

منجر به  تواند یاست که م یاستیبه س یابیدست یعامل برا کیآموزش 

هوا در   از عمول  یا مجموعوه  یدر پ یتجمع یها پاداش نهیشیبازگشت ب

 ها شود. از حالت یبرخ ای کی

ارائه شد، استفاده  [۲4]ساز که در  هیشب طیدر مقاله حاضر، از مح

 ردیگ یصورت م MDPباتوجه به  زیعامل ن یریادگی ندیشده است. فرآ

بزرگوراه در   طیهوا و محو   خوودرو  ریبا سا زبانیم هینقل لهیکه در آن وس

 تعامل قرار دارد.

  

 
 (: مدل پردازش تصمیم مارکوف۲شكل )

 

 

 (: پارامترهای پاداش۱جدول )

 پاداش عمل

 -۲5/0 (rlcتغییر لاین )

 -۱0 (rcبرخورد )

 5/0 (rovسبقت )

 

، Sحالوت   یفضوا  ریو مختلوف مسوئله نظ   یها در ادامه به شرح بخش

 یراننودگ  اسوت یس یریادگیو جهوت   Rتابع پواداش   و A عمل یضاف

 پرداخت. میخواه

 

خوودرو و   یدر جلوو  نیدوربو  ریتصاو قیمشاهده از طر یها حالت

هر درجه  یبه ازا لیدار قیاز طر ی. فاصله از هر مانعدیآ یبدست ملیدار 

کوه   یا کمک راننوده  یها ستمی. با توجه به سشود یچرخش محاسبه م

حرکت آن درنظر  یها برا از عمل یخودرو به کار رفته است برخ نیدر ا

خوودرو بوا توجوه بوه      یطوول  یحرکت در راستا یشده است. برا فتهگر

سرعت کروز کنترل  -۱شده است:  فیسه نوع عمل تعر ACC ستمیس

 یبوه سورعت اصول    دیو اسوت کوه با   یمقدار سرعت vccکه  v+vccبا 

kmخودرو اضافه شود که مقدار آن  / h5 لیو سرعت به دل نیاست. ا 

سرعت  -۲. شود یگرفته م رحرکت در نظ ریمس یکاهش مدت زمان ط

خود را حفوظ کنود.    یسرعت فعل هینقل لهیوس یعنی، vکروز کنترل با 

کاهش سرعت خودرو لحاظ  یکه برا v-vccسرعت کروز کنترل با  -3

عمول بوا توجوه     3 زیو خودرو ن یعرض یحرکت در راستا ی. براشود یم

 ظحفو  -۲به چو    نیلا رییتغ -۱آن درنظر گرفته شده است:  تیموقع

حرکوت   نکوه یوجود، با توجوه بوه ا   نیبه راست. با ا نیلا رییتغ -3 نیلا

 5در مجمووع   ردیو صوورت گ  یو عرض یطول یدر دو راستا دیخودرو با

 که عبارتند از: شود یاعمال م هینقل لهیعمل به وس

 

عمل

IQN

DQN

عامل

محیط

حالت

پاداش

عمل
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 بدون عمل 

 افزایش شتاب 

 کاهش شتاب 

 تغییر لاین به راست 

  تغییر لاین به چ 

در یادگیری تقویتی برای هر عمول یوک پاداشوی در نظور گرفتوه      

یافتن سیاستی است کوه   MDPشود و همانطور که گفته شد هدف  می

موجب بیشینه شدن مقادیر مورد انتظار پاداش آینوده شوود. ازیون رو،    

نیازمند به طراحی پاداش جهت یادگرفتن سیاسوت مناسوب راننودگی    

هستیم. با توجه به حرکت خودرو در بزرگراه سه هودف ضوروری بایود    

یافتن سیاستی کوه موجوب حرکوت خوودرو بوا بشوینه        -۱لحاظ شود: 

حرکت کردن خودرو بدون برخورد با موانوع در   -۲سرعت شود، میزان 

کاهش تغییرات لاین در طول حرکت. در نتیجه با توجوه بوه    -3مسیر، 

اهدافی که بیان شد یک تابع پاداشی بصورت زیر طراحوی شوده اسوت    

[۲4:] 

 

(۲4) ( ) ( )total v c lc otr v r v r r r    
 

جریموه تغییور    rlcگیورد،   ه سرعت تعلق میپاداشی است که ب rvکه 

پاداشی است که به  rotجریمه برخورد با موانع است و  rcلاین است، 

گیرد. پاداش  ازای هر سبقت گرفتن از دیگر خودروها به عامل تعلق می

 شود: ، بصورت زیر تعریف میrvسرعت، 
 

(۲5) min
,max

max min

( )v v

v v
r v r

v v






 

 

نشان دهنده سرعت فعلی خودرو،  vکه 
maxv    بیشینه سورعتی اسوت

/kmکه برای خودرو درنظر گرفته شده است و مقدار آن h ۸0  است و

minv    کمینه سرعتی است که برای خودرو لحاظ شده اسوت و مقودار

kmآن نیز  / h 40  .است,maxvr      نیز نشوان دهنوده ضوریب پاداشوی

شوود.   لحاظ می ۱گیرد که مقدار آن  است که به سرعت عامل تعلق می

 مشخص شده است. (۱جدول )یر گفته شده در تمامی مقاد

هوای   [ ارائه شد، در کنار بررسی روش ۲4با توجه به آنچه که در ]

های لیدار، از ساختار شبکه  های دوربین و داده گفته شده مبتنی بر داده

چند ورودی نیز بهره گرفته شده است. ساختار شبکه پیشنهاد شده  در 

( نشان داده شوده اسوت. هودف از    3[ به منظور آموزش در شکل )۲4]

است که از فضای مشاهده  π(a|o)آموزش وسیله نقلیه، یافتن سیاست 

در یوک   Aباید به بهتورین حرکوت بعودی در فضوای عمول       Oحالت 

هوای   محیط رانندگی احتمالاتی نگاشت دهد. به منظور دریافت ویژگوی 

های لیدار و دوربین توسط شوبکه، شوبکه بایود اطلاعوات      مفید از داده

 زمانی را از حسگرهای گفته شده بدست آورد.-مکانی

 

 

 (: هایپرپارامترهای شبكه۲جدول )
 داده نوع فعالساز هایپر پارامترها

 (۸×۸)اندازه پچ = 

 3۲تعداد فیلترها = 

ReLU دوربین  داده پیچش 
 (4×4) اندازه پچ = 

 64تعداد فیلترها = 

 (3×3اندازه پچ = )

 64تعداد فیلترها = 

 4های زمان =   گام

های سلول  تعداد حالت

 =۲5 

- LSTM داده لیدار 

 تمام متصل ReLU 5۱۲تعداد واحدها = 
های بهم  داده

 پیوست شده

 

ایوون رو از یووک شووبکه عصووبی پیچشووی بووه منظووور اسووتخراج  از 

تصوواویر دوربووین و نیووز حافظووه کوتوواه موودت  از  هووای مکووانی ویژگووی

(۱۸LSTM)  استفاده  لیدارهای  از داده های زمانی ویژگیجهت استخراج

عضو است.  365برداری با تعداد  LSTMهای  خروجی دادهشده است. 

هوای   باشود. داده  نیز یوک بوردار ویژگوی موی     CNNهمچنین خروجی 

حاصل شده از این دو شبکه بهوم متصول شوده و در قالوب یوک بوردار       

شووند. در واقوع بوردار     ورودی به یک شوبکه تموام متصول اعموال موی     

LSTM     در امتداد بوردار ویژگوی ناشوی ازCNN     بوه ایون شوبکه وارد

مشوخص شوده    (۲جدول )در  هایپرپارامترهااطلاعات شبکه و شود.  می

داده هووای لایووه دار وارد یووک بخووش پوویش  LSTMدر شوواخه  اسووت.

و بر اساس الگووریتم هوای تعریوف شوده در ایون بخوش       شده پردازش 

ها به شوکل یوک توابع     شوند، به این معنا که تابع توزیع آن نرمالیزه می

 در ۱د یک بردار ویژگی با ابعاو  شود میتوزیع استاندارد گاوسی تبدیل 

هوای شوبکه عصوبی بازگشوتی      بدست می آید، سپس وارد سلول 365

(RNN
خوود یوک    سلول ۲7این  عدد است. ۲7شامل  می شود که (۱9

تصواویر ورودی نیوز    سویی دیگراز . دنرا تشکیل می ده LSTMسلول 

که بوه   است پیچشیشامل سه لایه  CNNشوند،  می CNNوارد شاخه 

د. خروجی هرکدام از این لایه ها نمی باش 64 و 64، 3۲ابعاد  ترتیب به

صواف شوده و    پیچشوی شده تا خروجی شبکه های   مسطح کنندهوارد 

از سوه لایوه انکودر     همچنوین  .مستقیم وارد شبکه تمام متصول شووند  

کاهش بعد در ویژگی های اسوتخراج شوده از    منجر بهاستفاده شده تا 

که  استی نتیجه این شاخه نیز یک بردار ویژگ .شوند پیچشیهای  لایه

دسوته  شوده و وارد   متصل بهم LSTMبا بردار ویژگی حاصل از شاخه 

آمووزش   یبراشوند که همان شبکه تمام متصل است.  می کننده یبند

و  همچنین به  ۲0خاویرروش  نیز ازها و تعیین وزن شبکه انتخابی  شبکه

  ۲۱آدامسواز   نهیبه الگوریتم به منظور بهینه کردن پارامترهای آموزش از

 .شده استاستفاده 

علاوه برآنچه که گفته شد از آنجاییکه شبکه باید انتخاب عمل را 

باتوجه به احتمال ذاتی که در محیط وجود دارد انجام دهد، از 

یادگیری تقویتی توزیعی استفاده شده است. از طریق   چارچوب
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 رانندگی خودکار در محیط بزرگراه مبتنی بر .../ ملائی و همکاران

 

های بیان شده   های تمام متصل توزیع مورد نظر برای الگوریتم لایه

 شود. می ایجاد

 

 
 (: ساختار شبكه چند ورودی3شكل )

 

 

  
 هایی از محیط شبیه ساز (: نمونه4شكل )

 

ها،  تخمین زده شده در روابط الگوریتم Qبا توجه به مقادیر 

را دارد و از میان  Q، آن است که بیشترین مقدار a*بهترین عمل 

 [، یعنی:۲4شود ] محدود در فضای عمل انتخاب می Qمقادیر 

 

(۲6) * arg max ( , )aa Q o a 

 شبیه سازی و نتایج -5

همانطور که پیش تر به آن اشاره شد شبیه سازی این مقاله با توجه به 

انجام شده است. این شبیه ساز در نرم  [۲4]شبیه ساز ارائه شده در 

آن یک عامل یا وسیله نقلیه ساخته شده است که در   Unityافزار 

لاین  5کند. بزرگراه شامل  میزبان در یک بزرگراه شروع به رانندگی می

جاده است و حرکت سایر خودروها شامل تغییر لاین و سبقت نیز با 

، بصورت تصادفی انجام این فرض که با یکدیگر برخوردی ندارند

 ه شده است. ان داد( نش4شکل )هایی از شبیه ساز در  نمونه شود. می

هوای   آموزش و ارزیابی عامل در محیط بزرگراه بوا اسوتفاده از داده  

ها انجام شوده اسوت. در    های دوربین و ترکیبی از هردوی آن لیدار، داد

حالت سوم همانطور که در قسمت قبل نیز توضیح داده شد، با استفاده 

اطلاعات مفید از دوربین و لیودار اسوتخراخ و    LSTMو  CNNاز یک 

شووند و   ترکیب شده و به عنوان ورودی به شبکه تمام متصل وارد موی 

هوای   آیود. آمووزش عامول نیوز بوه کموک روش       بدست موی   Qمقادیر 

 یادگیری تقویتی توزیعی که معرفی نیز شد انجام شده است.

( تغییرات سرعت در طی آموزش را نشان 7( تا شکل )5شکل )

 5ختلف آموزش بوده و در های م دهند. این تغییرات به ازای گام می

اپیزود انجام شده است همچنین آموزش عامل به ترتیب بر اساس 

های بدست آمده از دوربین به تنهایی، لیدار به تنهایی و ترکیبی از  داده

 ( رسم شده شده است. 7( تا )5های ) دوربین و لیدار در شکل

 

 
های  داده(: نرخ تغییرات سرعت طی فرآیند آموزش مبتنی بر 5شكل )

 تصویر

تصویر دوربین

شبكه تمام متصل

عمل-توزیع های مقدار

داده های لیدار

CNN LSTM

پیوستن باهم
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 محیط بزرگراه مبتنی بر .../ ملائی و همکارانرانندگی خودکار در 

 

 

 
های  (: نرخ تغییرات سرعت طی فرآیند آموزش مبتنی بر داده6شكل )

 لیدار

های  (: نرخ تغییرات سرعت طی فرآیند آموزش مبتنی بر داده7شكل )

 چند ورودی

 

 
های  (: نرخ تغییرات لاین طی فرآیند آموزش مبتنی بر داده۸شكل )

 تصویر

 
های  فرآیند آموزش مبتنی بر داده(: نرخ تغییرات لاین طی ۹شكل )

 لیدار
 

 
های  (: نرخ تغییرات لاین طی فرآیند آموزش مبتنی بر داده۱۰شكل )

 چند ورودی

 

 
(: میانگین تغییرات سرعت طی فرآیند استنتاج مبتنی بر ۱۱شكل )

 های تصویر داده
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 رانندگی خودکار در محیط بزرگراه مبتنی بر .../ ملائی و همکاران

 

 
(: میانگین تغییرات سرعت طی فرآیند استنتاج مبتنی بر ۱۲شكل )

 لیدار های داده
 

 
(: میانگین تغییرات سرعت طی فرآیند استنتاج مبتنی بر ۱3شكل )

 های چند ورودی داده

 
(: میانگین تغییرات لاین طی فرآیند استنتاج مبتنی بر ۱4شكل )

 های تصویر داده

ها  ها و براساس همه روش همانطور که مشخص است در همه شکل

است. این موضوع  با پیشرفت آموزش سرعت خودرو در حال افزایش

 یکی از اهداف ما نیز بود که در تعریف تابع پاداشی به آن اشاره کردیم.

( نیز تغییرات لاین در حین آمووزش را بور   ۱0( تا شکل )۸شکل )

دهند. این اشکال نیز برحسب  آموزش نشان میمختلف های  اساس گام

آن اطلاعاتی )دوربین، لیدار، چند ورودی( که بورای آمووزش شوبکه از    

استفاده شده است ترسیم شده است. همانطور که مشخص است بورای  

هوا   تغییرات لاین نیز روند کاهشی در طوول آمووزش بورای هموه روش    

 شود که این نیز یکی از اهداف ما در آموزش عامل بود.  مشاهده می

( توا شوکل   ۱۱شوکل ) شوود.   انجام می استنتاجپس از آموزش، فرآیند 

 لیدارهای دوربین،  با توجه به دادهاستنتاج به ترتیب نشان دهنده ( ۱3)

 DRLهوای مختلوف    برای تغییرات سرعت با توجه روش چند ورودیو 

تر کردن شرایط رانندگی، نوویز و   به منظور سخت استنتاج باشد. در  می

شود. مقادیر میانگین بدسوت   حالت مه آلود نیز به شبیه ساز افزوده می

 مشوخص ( 3جودول ) در اسوتنتاج  در  DRLهای مختلف  شآمده از رو

 هوای  بوا توجوه بوه داده    FQFشده است. میانگین سورعت بورای روش   

و برای حالت چند ورودی  7۸/69های لیدار  و برای داده 00/6۸دوربین 

باشد. همانطور که مشخص است بیشترین میوزان   می 6۸/7۱این مقدار 

است. این امر نشان دهنوده   FQFبرای میانگین سرعت مرتبط با روش 

این است که این الگوریتم توانایی بهتری نسوبت بوه سوایر در تصومیم     

گیری در سطح بالاتر را داشته با توجه به نتایج اشاره شده ایون مقودار   

های چند ورودی از سایر بیشتر است. بنوابراین   با داده FQFبرای روش 

ای چنود ورودی  هو  مشخص است که عملکرد شبکه بوا اسوتفاده از داده  

 نتایج بهتری نسبت به حالت تک ورودی دارد. 

( نیز میانگین تغییرات لاین را با توجه به ۱6( تا شکل )۱4شکل )

دهد. مجدداً با توجه به مقادیر  تغییر گام برای فرآیند استنتاج نشان می

شود که برای فاکتور تغییر لاین  ( مشاهده می3ارائه شده در جدول )

عملکرد بهتری را از  DRLهای  نسبت به سایر روش FQFنیز روش 

 هد.  خود نشان می

نیز عملکرد نزدیک به  QR-DQNو   IQNهای  هرچند روش

با  FQFدهند. این میزان برای الگوریتم  از خود نشان می FQFروش 

و  ۲5/43های لیدار مقدار  ، برای داده9۲/۱4های دوربین،  توجه به داده

باشد. مشخص است که  می 0۱/۱5در حالت چند ورودی نیز مقدار 

های مربوط به شبکه با اطلاعات   عملکرد تغییر لاین برای همه روش

دوربین نسبت به دو حالت دیگر بهتر است به این علت که در این 

ا سرعت به مراتب کمتری نسبت به دو حالت دیگر  حالت خودرو ب

شود تا کمترین تغییرات لاین را  کند و همین امر سبب می حرکت می

های  لیدار  های مختلف با توجه به داده نیز داشته باشد. عملکرد روش

های مشابه در دو حالت دیگر به مراتب بدتر است، علت  نسبت به روش

ر استنتاج به شبیه ساز اضافه شد آن هم این است که نویزی که د

اثرات مخرب بیشتری بر روی لیدار نسبت به سایر داشته است و نهایتاً 

 موجب عملکرد بدتر در این حالت شده است.
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 محیط بزرگراه مبتنی بر .../ ملائی و همکارانرانندگی خودکار در 

 

 

 

 
(: میانگین تغییرات لاین طی فرآیند استنتاج مبتنی بر ۱5شكل )

 های لیدار داده

 

 
نتاج مبتنی بر (: میانگین تغییرات لاین طی فرآیند است۱6شكل )

 های چند ورودی داده

 

 (: میانگین تغییرات سرعت و لاین طی فرآیند استنتاج3جدول )

میانگین تغییرات 

 لاین

میانگین سرعت 

(km/h) 
 های یادگیری تقویتی توزیعی الگوریتم

6۲/۲9 74/60 DQN (Image) 
74/5۲ ۸۱/60 DQN(LIDAR) 
5۱/35 9۱/6۲ DQN(Multi-Input)  [۲۱ ]  

65/۲3 30/63 DDDQN(Image) 
۸7/5۱ ۸7/63 DDDQN(LIDAR) 
57/۲6 ۱0/65 DDDQN(Multi-Input)  [۲۱ ]  

4۸/۱5 60/66 QR-DQN(Image) [۲۱ ]  

97/44 ۱0/69 QR-DQN(LIDAR)  [۲۱ ]  

7۸/۱6 90/69 QR-DQN(Multi-Input)  [۲۱]  

4۲/۱5 5۸/67 IQN(Image) 
34/44 35/69 IQN(LIDAR) 

90/۱5 4۱/7۱ IQN(Multi-Input) 
9۲/۱4 00/6۸ FQF(Image) 
۲5/43 7۸/69 FQF(LIDAR) 
0۱/۱5 6۸/7۱ FQF(Multi-Input) 

 ‫‫‫‫‫‫گیری‫نتیجه -6

های  های رانندگی به کمک الگوریتم در این مقاله یادگیری سیاست

یادگیری تقویتی مورد بررسی قرار گرفت. بدین منظور از یک شبیه 

ساز برای رانندگی در بزرگراه بهره گرفته شد. وسیله نقلیه در این شبیه 

ها برای رانندگی  و عمل سازی به سه سیستم کمک راننده مجهز شده

ها انتخاب شد. از آنجاییکه رانندگی در محیط  براساس امکانات آن

شود  های تصادفی زیادی را شامل می بزرگراه شرایط احتمالی و حالت

های یادگیری تقویتی توزیعی عمیق به کار گرفته شدند. هدف  الگوریتم

ه با سرعت یافتن سیاستی بود که بتواند منجر به حرکت در بزرگرا

مناسب و کمترین تغییر در تعداد لاین باشد. البته فاکتور سبقت 

های گفته شده مورد  منظور ارزیابی بهتر کیفیت روشه گرفتن نیز ب

های  بررسی قرار گرفت. نتایج بدست آمده حاکی از آن بود که الگوریتم

ز توزیعی نتایج بهتری نسبت به الگوریتم یادگیری تقویتی کلی دارند. ا

تخمین بهتری از مقدار واقعی  FQFهای پیشنهادی، روش  میان روش

ها در  توزیع داشت و نتایج بهتری از خود نسبت به سایر روش

توان  های شبیه سازی شده نشان داد. بعنوان یک کار آینده می فاکتور

های کمک راننده را برای سناریو پیچیده تری  تعداد بیشتری از سیستم

های یادگیری تقویتی  رو طراحی کرده و از الگوریتمجهت رانندگی خود

 توزیعی به منظور یادگیری سیاست درست رانندگی استفاده کرد.
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